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RESUMO 

 

O objetivo do presente trabalho é verificar se o modelo que combina correção de erros e 
fatores extraídos de grandes conjuntos de dados macroeconômicos produz previsões mais 
precisas das taxas de juros do Brasil em relação aos modelos VAR, VECM e FAVAR. Para 
realizar esta análise, foi utilizado o modelo sugerido por Banerjee e Marcellino (2009), o 
FAVECM, que consiste em agregar o mecanismo de correção de erros ao modelo proposto 
por Bernanke, Boivin e Eliasz (2005), o FAVAR. A hipótese é que o FAVECM possuiu uma 
formulação teórica mais geral. Os resultados mostram que para o mercado brasileiro o 
FAVECM apresentou ganhos significativos de previsão para as taxas mais longas e horizontes 
de previsão maiores. 

Palavras-chave: Previsão, Modelo de fatores, Correção de erros, Modelo de correção de 
erros aumentado por fatores, FAVAR, Taxa de juros. 

  



 
 

ABSTRACT 

 

The objective of the present work is to examine if the model that combines error correction 
and factors extracted from large macoeconomic data sets offers a higher forecasting accuracy 
of the interest rate in Brazil when compared to VAR, VECM and FAVAR. In order to 
conduct this analysis it was used the econometric methodology introduced by Banerjee and 
Marcellino (2009), the FAVECM, which allows for the inclusion of error correction terms in 
the model introduced by Bernanke, Boivin and Eliasz (2005), the FAVAR. The hypothesis is 
that the FAVECM has several conceptual advantages given it is a nesting (or has a more 
general) specification. The results show that, for the Brazilian market, the FAVECM 
presented significant gains in forecasts for longer maturity rates and for longer prevision 
horizons. 

Keywords: Forecasting, Factor Models, Error Correction Models, Factor-augmented Error 
Correction Models, FAVAR, Interest rates. 
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1 INTRODUÇÃO 

 

Prever a estrutura a termo de taxa de juros é de grande interesse prático. Uma pesquisa muito 

importante é dada pelo modelo de Nelson e Siegel (1987), que impõe uma estrutura de três 

fatores na relação das taxas de diferentes maturidades, fatores estes que podem ser 

interpretados como: nível, inclinação e curvatura. Entretanto, as formulações utilizando o 

conceito de Nelson-Siegel, assim como em modelos anteriores, são estatísticas e não possuem 

um modelo teórico subjacente. 

Ao mesmo tempo, há um amplo consenso de que a dinâmica da estrutura a termo das taxas de 

juros está ligada à dinâmica macroeconômica, por diversos motivos. Nesse contexto, os 

modelos multivariados são amplamente utilizados para traçar os efeitos da política monetária 

na economia, mas para fugir da maldição da dimensionalidade, um modelo autorregressivo 

vetorial (VAR) padrão, por exemplo, raramente emprega um número grande de variáveis. 

Esse pequeno número de variáveis dificilmente esgota o conjunto de informações utilizadas 

pela autoridade monetária e pelo setor privado para a tomada de decisões de política 

econômica e/ou investimentos, dado que esses agentes são conhecidos por monitorar um 

conjunto muito amplo de informações.  

Uma forma de utilizar a análise multivariada num conjunto de dados maior, sem cair na 

maldição da dimensionalidade, é restringir a análise a um número menor de séries e combinar 

a análise multivariada padrão com a análise de extração de fatores dinâmicos. Por exemplo, 

Stock e Watson (2002) desenvolveram um modelo de fatores dinâmicos para resumir a 

informação de grandes conjuntos de dados para fazer previsões e mostraram que as previsões 

baseadas em modelos que utilizam estes fatores superam modelos tradicionais em exercícios 

de previsões. Se um pequeno número de fatores estimados resume efetivamente grandes 

conjuntos de dados de informações sobre a economia, então a solução natural para o problema 

da dimensionalidade na modelagem é ampliar os modelos multivariados padrões utilizando 

fatores extraídos de um grande número de séries. 

O objetivo do presente trabalho é utilizar a metodologia proposta no trabalho de Banerjee, 

Marcellino e Masten (2009) que combina correção de erros e fatores dinâmicos para gerar 
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previsões da estrutura a termo das taxas de juros e comparar seu desempenho em relação a 

outros três modelos: Autorregressivo vetorial, Correção de erros e Factor-augmented VAR1. 

O trabalho está organizado da seguinte forma. A seção 2 faz a revisão da bibliografia dos 

trabalhos nacionais e internacionais que tratam de fatores dinâmicos, sua evolução e 

desdobramentos relevantes ao presente trabalho. A seção 3 descreve a metodologia que será 

empregada e o arcabouço teórico do ferramental que será empregado. A seção 4 descreve a 

base de dados que será utilizada. A seção 5 apresenta e analisa os resultados obtidos. E, a 

última seção traz as considerações finais e conclusões, sugerindo possíveis melhorias e 

extensões para o estudo aqui realizado.   

                                                 
1 Factor-augmented VAR, ou FAVAR, foi a metodologia introduzida por Bernanke, Boivin e Eliasz (2005) 
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2 REFERENCIAL TEÓRICO  

 

Esta seção apresenta estudos nacionais e internacionais que utilizaram dos modelos de fatores 

dinâmicos e das questões metodológicas que os cercam. Os modelos de fatores foram 

originalmente propostos por Geweke (1977) como uma extensão no domínio do tempo do 

modelo de fatores anteriormente desenvolvidos para dados cross-section. Em um dos 

trabalhos iniciais mais influentes, Sargent e Sims (1977) em coautoria com Geweke 

mostraram que dois fatores dinâmicos explicavam uma grande parte da variância de 

importantes variáveis macroeconômicas americanas. Em um trabalho recente, Stock e Watson 

(2010) fazem um levantamento dessa literatura e separam os métodos no domínio do tempo 

em três gerações. 

Geração Metodologia de estimação Trabalhos 
1 Utilização de Filtro de Kalman para obter 

verossimilhança Gaussiana, estimavam os 
parâmetros por máxima verossimilhança e então o 
filtro de Kalman para obter estimativas dos 
fatores. 

Engle e Watson (1981, 
1983), Stock e Watson 
(1989), Sargent (1989) e 
Quah e Sargent (1993). 

2 Estimação não paramétrica, principalmente por 
componentes principais e métodos relacionados. 

Connor e Korajczyk (1986), 
Stock e Watson (2002), Bai 
(2003) e Bai e Ng (2006). 

3 Estimação não paramétrica consistente para 
estimar os parâmetros dos modelos de espaço de 
estados utilizado na primeira geração. 

Doz, Giannone e Reichlin 
(2006), Giannone, Reichlin 
e Small (2008) e Reiss e 
Watson (2010) 

Tabela 1 - Trabalhos de estimação de modelos de fatores dinâmicos na dimensão do tempo. 
Fonte: STOCK; WATSON, 2010, pp. 4-14. 

Seguindo Sargent e Sims (1977), inúmeros trabalhos têm utilizado os métodos no domínio do 

tempo para fazer previsões macroeconômicas. Somente de trabalhos relacionados à previsão 

de inflação e produto, Eickmeier e Ziegler (2008) listaram um total de 52 estudos dos quais 

45 foram feitos após 2003 e chegaram a resultados que sugerem amplamente que, na média, 

as previsões feitas utilizando modelos de fatores é ligeiramente superior a de outros modelos. 

Além disso, também concluem que fazer previsões de forma recursiva, incorporando toda a 

informação, ao invés de utilizar uma janela fixa para fazer previsões também influencia 

positivamente às previsões. Bernanke, Boivin e Eliasz (2005) introduzem a metodologia 

FAVAR para analisar os efeitos da política monetária na economia.  
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Tabela 2 - Detalhes dos artigos incluídos na análise de Eickmeier e Ziegler (2008) 
(continua) 

Artigo Ano # obs País(es) Método utilizado 
para estimar os 
fatores 

Aguirre and Céspedes 2004 24 CHL SW 
Angelini et al. 2001 4050 EA SW 
Artis et al. 2005 839 UK SW 
Banerjee and Marcellino 2006 2470 US SW 
Banerjee et al. 2005 120 EA SW 
Banerjee et al. 2006ª 2805 CZ, HU, PL, SK, SI SW 
Banerjee et al. 2006b 1719 EA, SI SW 
Boivin and Ng 2005 240 US SW, FHLR 
Boivin and Ng 2006 144 US SW 
Brisson et al. 2003 159 CAN SW 
Bruneau et al. 2003 124 EA SW 
Bruneau et al. 2007 471 FRA SW 
Camacho and Sancho 2003 24 ESP SW 
Camba-Méndez and 
Kapetanios 

2005 768 EA, DEU, ESP, FRA, ITA, 
NLD 

KM 

Cheung and Demers 2007 1224 CAN SW, FHLR 
Cristadoro et al. 2005 84 EA FHLR 
D’Agostino and Giannone 2006 558 US SW, FHLR 
De Mol et al. 2006 714 US SW 
Den Reijer 2005 48 NLD SW, FHLR 
Favero et al. 2004 156 ITA SW 
Forni et al. 2002 16 EA FHLR 
Forni et al. 2003 96 EA SW, FHLR 
Giannone and Matheson 2006 54 NZL SW, FHLR 
Gavin and Kliesen 2006 120 US SW 
Giacomini and White 2006 36 US SW 
Gosselin and Tkacz 2001 12 CAN SW 
Grenouilleau 2004 3 EA SW 
Hofmann 2006 1701 EA SW 
Inoue and Kilian 2007 521 US SW 
Jeon 2004 840 CAN, FRA, DEU, JPN, 

UK, US 
SW 

Kabundi 2004 2 FRA FHLR 
Kapetanios et al. 2005 864 UK SW 
Kapetanios 2004 16 UK KM 
Lin and Tsay 2005 9360 US SW 
Liu 2004 480 US SW 
Marcellino et al. 2003 1767 EA, AUT, BEL, FIN, FRA, 

DEU, IRE, ITA, LUX, 
NLD, PRT 

SW 

Matheson 2006 4928 NZL SW 
Moser et al. 2007 12 AUT SW 
Schneider and Spitzer 2004 6 AUT FHLR 
Schumacher 2007 188 DEU SW, FHLR, KM 
Schumacher and Dreger 2004 48 DEU SW 
Stavrev 2006 2778 EA FHLR 
Stock and Watson 1998 410 US SW 
Stock and Watson 1999 6184 US SW 
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Tabela 2 - Detalhes dos artigos incluídos na análise de Eickmeier e Ziegler (2008) 
(conclusão) 

Artigo Ano # obs País(es) Método utilizado 
para estimar os 
fatores 

Stock and Watson 2002ª 864 US SW 
Stock and Watson 2002b 18 US SW 
Stock and Watson 2004 2028 CAN, FRA, DEU, ITA, 

JPN, UK, US 
SW 

Stock and Watson 2005 336 US SW, FHLR 
Stock and Watson 2006 48 US SW, FHLR 
Tatiwa Ferreira et al. 2005 20 BRA SW 
Watson 2003 20 US SW 
Fonte: EICKMEIER; ZIEGLER, 2008, pp. 245. 
Notas: 
Abreviações: EA, Zona do Euro; AUT, Áustria; BEL, Bélgica; FIN, Finlândia; FRA, França; 
DEU, Alemanha; ITA, Itália; IRE, Irlanda; LUX, Luxemburgo; NLD, Holanda; PRT, 
Portugal; ESP, Espanha; NZL, Nova Zelândia; CHL, Chile; BRA, Brasil; CAN, Canada; JPN, 
Japão; US, Estados Unidos; UK, Reino Unido; CZ, Republica Checa; HU, Hungria; SI, 
Eslovênia; PL, Polônia; SK, Eslováquia. 
 

Além da extração dos fatores propriamente dita, outros pontos são discutidos na literatura. 

Bai e Ng (2002) propõem um conjunto de critérios estatísticos para estimar consistentemente 

o número de fatores e demonstraram que a penalidade pelo overfitting deve ser uma função 

tanto da dimensão cross-section ��� quanto da dimensão do tempo ���. Antes disso, alguns 

trabalhos também analisaram a questão de determinação do número de fatores. Stock e 

Watson (1998) mostraram que uma modificação do critério BIC pode ser utilizada para 

selecionar o número ótimo de fatores para fazer previsão de uma série, mas trata-se de um 

critério restritivo dado que requeria que � � �. Forni, Hallin, Lippi e Reichlin (2000), em 

seu trabalho para obter um índice para descrever o estado da economia europeia, sugeriram 

uma variante multivariada do AIC, mas as propriedades teóricas e empíricas do critério são 

desconhecidas. 

Boivin e Ng (2006) chegaram à conclusão que, apesar da tendência natural dos pesquisadores 

em utilizar o máximo de séries possível, não é a quantidade de dados sozinha que determinará 

as propriedades das estimativas, mas que a qualidade dos dados deve ser levada em 

consideração. Ou seja, são possíveis situações nas quais utilizando mais séries para extrair os 

fatores, resultariam em fatores menos úteis para fazer previsões. Bai e Ng (2008) concluíram 

que uma maneira útil de melhorar o desempenho preditivo é fazer uma pré-seleção das séries 

das quais serão extraídos os fatores. Entretanto, a maneira de utilizar a metodologia depende 
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diretamente da série que se deseja prever, mas reduções relevantes no erro de previsão podem 

ser obtidas. 

Exterkate et al. (2011) concluíram que para taxas mais longas é preferível construir fatores de 

grupos de variáveis macroeconômicas relacionadas do que extrair os fatores de um conjunto 

único e grande de dados, mas que o oposto vale para as taxas de curto e médio prazo. 

Para o Brasil, há poucos exemplos de estudos utilizando modelos de fatores dinâmicos. 

Ferreira (2005) estudou modelos lineares e não lineares para prever a taxa de crescimento 

trimestral do PIB brasileiro. Figueiredo (2010) utilizou fatores extraídos de 368 séries para 

fazer previsões de inflação no Brasil. Carvalho e Rossi Junior (2009) e Almeida, Alves e 

Lima (2012) estimaram através de um FAVAR os impactos de choques na política monetária 

sobre a economia brasileira.  
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3 METODOLOGIA 

 

O primeiro passo foi tratar os dados para então extrair os fatores utilizando a metodologia 

baseada em componentes principais de Stock e Watson (1998, 2002). Concomitante a isso, 

determinar a quantidade de fatores que serão extraídos utilizando o critério de Bai e Ng 

(2002). Uma vez determinado o número de fatores estes foram mantidos fixos por todo o 

período de previsão, mas suas estimativas foram atualizadas recursivamente2.  

O segundo passo foi estimar os modelos3: VAR, VECM, FAVAR e FAVECM. A seleção de 

modelos fora feita no início do período de previsão, e não foi atualizada recursivamente a 

cada passo. Em todos os modelos, para determinar o número de defasagens foi utilizado o 

critério Schwarz4. No VECM postulou-se a existência de quatro vetores de cointegração, ou 

seja, a quantidade de taxas menos um5. Enquanto que no FAVECM, para determinar o 

número de vetores de cointegração, foi utilizado o teste do traço de Johansen6. 

O terceiro passo consistiu em fazer previsões das taxas de juros atualizando recursivamente a 

cada passo o conjunto de informações, para isso reservou-se os últimos 36 períodos da 

amostra, de janeiro de 2009 a dezembro de 2011. 

O último passo foi comparar os modelos dois a dois utilizando a metodologia de Diebold e 

Mariano (1995)7. Nas próximas subseções segue uma apresentação dos métodos utilizados. 

                                                 
2 Para esse primeiro passo foi utilizado o software MatLab versão R2011a e as rotinas utilizadas no trabalho de 
Bai e Ng (2002) que estão disponíveis no website de Serena Ng (http://www.columbia.edu/~sn2294/). 
3 Para isso foi utilizado o software econométrico OxMetrics versão 6.01 e o pacote PcGive versão 13.0. 
4 Mais detalhes no apêndice D. 
5 Considerando o modelo ��	 
 �

	∑ 
������	����� � � para a curva de juros que incorpora expectativas racionais e 

sem oportunidades de arbitragem, onde ��� e ��	são as taxas do período 1 e do período �, respectivamente; �, o 
prêmio; e, 
�, o conjunto de informações no período �. Assim, de acordo com a equação proposta a taxa de 
longo-prazo é uma média da taxa presente e das taxas de um período futuras mais um prêmio. Sendo � constante 
sob a hipótese de expectativas da estrutura a termo das taxas de juros e rearranjando a equação, tem-se ��	 �
��� 
 �

	∑ ∑ 
�∆���������	����� � �, onde ∆����� 
 ����� � ������� . Assumindo que as taxas de juros são um processo 

��1�, a primeira diferença é um processo ��0�. Assim a soma dos termos do lado direito da equação são 
estacionários. Logo, para que o termo do lado esquerdo da equação seja estacionário é necessário que ��	 e ��� 
cointegrem. Em outras palavras, é necessário que o spread entre a taxa do período 1 e de qualquer outro período 
seja ��0�. Com � taxas isso significa que o espaço de cointegração é composto por � � 1 ��� !"� de taxa. 
6 Mais detalhes no apêdice D. 
7 Rotina em MatLab encontra-se disponível no website da Mathworks. Contempla a correção para os erros de 
previsão de Newey-West. 
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3.1 Extração dos fatores 

Os dois métodos mais utilizados na literatura são: o dinâmico, método de Forni et al. (2000, 

2005); e, o estático, método de Stock e Watson (1998, 2002). Apesar de ambos os métodos 

estimarem consistentemente os fatores, sejam eles dinâmicos ou estáticos, há diferenças 

consideráveis em termos de implementação.  

Primeiro, o método estático, de Stock e Watson (2002), necessita apenas da especificação da 

quantidade de fatores estáticos a serem extraídos. Já o método dinâmico, necessita, além da 

especificação da quantidade de fatores dinâmicos, de três outros parâmetros. Segundo, os 

fatores estáticos são obtidos da matriz de covariância enquanto que os fatores dinâmicos são 

obtidos de uma decomposição de autovalores do espectro suavizada sobre diferentes 

frequências. E, terceiro, a abordagem estática faz uma simples decomposição dos autovalores, 

enquanto que a abordagem dinâmica faz uma decomposição generalizada da matriz de 

covariância. 

Boivin e Ng (2005), em seu trabalho de compreender e comparar os métodos de previsão 

baseado em fatores, concluíram que a maneira com que os fatores são extraídos afeta o erro 

de previsão e que para estruturas de erros mais simples, que foram simuladas, especialmente 

quando � é pequeno, as diferenças no erro de previsão não são significantes a ponto de 

favorecer um ou outro método. Entretanto, quando estruturas mais realísticas e complicadas 

de erro são consideradas, o método de Stock e Watson (2002) desempenha sistematicamente 

melhor, sendo que o método também se comporta notadamente melhor em análises empíricas. 

Esse melhor desempenho foi atribuído a não imposição de uma estrutura mais restritiva aos 

fatores e a escolha de um menor número de parâmetros auxiliares. 

Nesta dissertação optou-se por utilizar o método de Stock e Watson (2002) tanto pelos 

resultados mais favoráveis obtidos por Boivin e Ng (2005) em seu estudo de comparar os 

métodos para estimação dos fatores, quanto pela a maior facilidade prática de construção e 

extração dos fatores. 

 

3.1.1 Metodologia de Stock e Watson (1998, 2002) 

Em Stock e Watson (1998, 2002), os autores estimam os fatores dinâmicos de forma não 

paramétrica utilizando o método de componentes principais (PC). 
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Considerando a função objetivo não linear de mínimos quadrados, 

 #$%&, Λ)* 
 ������++$,�� � -.�%&�*/
��

 (1) 

 

No qual � é a quantidade de séries de um painel balanceado, ou seja, a frequência de todos os 

dados é a mesma (em nosso caso mensal), � é a quandidade de períodos das amostras das 

séries e ,�� é a matriz � 0 � do painel de dados. Escrita em função de valores hipotéticos dos 

fatores $%&* e dos pesos dos fatores $Λ)*, no qual %& 
 $%&�%&/…%&2*3 e -.� é a i-ésima linha de Λ). 

Seja %4 e Λ5 valores que minimizam #$%&, Λ)*. Minimizar a equação acima é equivalente a 

maximizar ��6Λ)3030Λ)7 sujeito a Λ)3Λ)/� 
 �9. Este é o problema clássico de componentes 

principais, que é solucionado escolhendo Λ5 como os autovetores da matriz 030 

correspondente aos seus � maiores autovalores. Logo, o estimador resultante do método de 

componentes principais é: 

 %4 
 03Λ5
�  (2) 

 

Calculo de F4 requer os autovetores da matriz 030 que possuiu dimnsão � ; �; quando � <
�, uma abordagem computacionalmente simples utiliza a matriz 003 de dimensão � ; �. 

Analogamente, deixando de lado Λ5, minimizar a equação é equivalente a maximizar 

��=F&3003F&>, sujeito a F&3F&/� 
 �9 que chega ao estimador, digamos, %?, que é a matriz dos � 

primeiros autovetores de 003. %4 e %? são equivalentes, assim com o propósito de previsão eles 

são intercambiáveis, dependendo da conveniência computacional. 

Connor e Korajczyk (1986) foram os primeiros a mostrar a consistência do estimador de 

componentes principais para um � fixo e � @ ∞. Stock e Watson (2002) provaram a 

consistência uniforme dos fatores sobre condições mais gerais, permitindo uma fraca 

correlação cruzada e serial nos erros idiossincráticos. Bai (2003) derivou a distribuição dos 

fatores estimados e componentes comuns. Bai e Ng (2006) chegaram a melhores taxas sob a 

qual F4 é consistente, especificamente quando � @ ∞, � @ ∞, e �/ �⁄ @ ∞; também 

chegaram a resultados para a construção de intervalos de confiança para os componentes 

comuns utilizando F4. 
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3.2 Determinação da quantidade de fatores 

Central para a validade teórica e empírica do modelo de fatores é a correta especificação do 

número de fatores. Alguns trabalhos tentaram considerar a determinação do número de 

fatores, mas sempre com alguma suposição pouco apropriada, ou que � ou � são fixos, ou 

limites sequenciais, em que as variáveis convergem segundo uma sequencia, ou que uma das 

variáveis converge para o infinito enquanto a outra permanece fixa. Quando não foi 

simplesmente assumido, como na maior parte dos trabalhos, ao invés de determinado pelos 

dados. 

A quantidade de fatores utilizada por Stock e Watson (1998) foi determinada com um critério 

que minimizava o erro quadrático médio dos erros de previsão, naturalmente é possível que se 

encontre, utilizando essa metodologia, modelos com baixo erro de previsão, mas é evidente 

que isso não é o mesmo que determinar o número de fatores por de trás do conjunto de dados 

macroeconômicos. 

Bai e Ng (2002) propuseram alguns critérios para a escolha do número de fatores supondo 

que o método de componentes principais fora utilizado para a extração dos fatores. Fizeram 

isso transformando num problema clássico de seleção de modelos, que depende do trade-off 

usual entre parcimônia e ajuste. E, por terem sido desenvolvidos com a suposição que tanto 

�, quanto � vão para o infinito, o que é bastante apropriado para o conjunto de dados 

tipicamente utilizado em analises macroeconômicas 

Nesta dissertação optou-se por utilizar o critério de Bai e Ng (2002) para seleção do número 

de fatores por ser o tratamento mais formal dado ao tema encontrado na literatura e porque as 

alternativas existentes ou acabam sendo arbitrárias, como por exemplo escolher o número de 

fatores que explica certo percentual da variância das séries, ou que não endereçam 

diretamente o tema do número de fatores por de trás do conjunto de dados, como por exemplo 

selecionar o número de fatores conforme o melhor resultado obtido no exercício de previsões. 

 

3.2.1 Critério de Bai e Ng (2002) 

Suponha que por um momento seja possível observar todos os fatores potencialmente 

informativos, mas não seus respectivos pesos. Então o problema é simplesmente escolher os C 

fatores que melhor capturam as variações em 0, o conjunto de dados, e estimar os pesos dos 
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fatores correspondentes. Como o modelo é linear e os fatores são observados, -� (o peso dos 

fatores) pode ser estimado aplicando a cada equação mínimos quadrados ordinários. Isto se 

torna então um problema clássico de seleção de modelo. Um modelo com C � 1 fatores não 

pode ser pior que um modelo com C fatores, mas eficiência é perdida à medida que mais 

pesos de fatores são estimados. Assim, seja %D a matriz dos C fatores, � a quantidade de 

séries e � a quantidade de períodos da amostra, e, 

 #�C, FD� 
 minH
1
��++$,�� � -�D3%�D*/

2

���

I

���
 (3) 

 

a soma dos quadrados dos resíduos (dividido por ��) da regressão de ,� nos C fatores para 

todo J. Então a função de perda #�C, FD� � CK��, ��, na qual K��, �� é uma penalização para 

evitar overfitting, pode ser utilizada para determinar C. Assim, os autores propõem as 

seguintes formulações para K��, �� para serem utilizadas. 

Seja LM/ um estimador consistente de ������ ∑ ∑ 
� ���/2���I��� . Considere os seguintes 

critérios: 

 NOP��C� 
 #$C, %4D* � CLM/ Q� � �
�� R ln Q ��

� � �R (4) 

   
 NOP/�C� 
 #$C, %4D* � CLM/ Q� � �

�� R ln OI2/  (5) 

   
 NOPT�C� 
 #$C, %4D* � CLM/ Uln OI2/OI2/

V (6) 

 

Nos quais OI2/ 
 min W�, �X 
 �OP��C� 
 ln Y#$C, %4D*Z � C Q� � �

�� R ln Q ��
� � �R (7) 

   
 �OP/�C� 
 ln Y#$C, %4D*Z � C Q� � �

�� R ln OI2/  (8) 

   
 �OPT�C� 
 ln Y#$C, %4D*Z � C Uln OI2/OI2/

V (9) 
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Os autores também notaram que uma modificação do critério BIC, equação abaixo, obteve 

propriedades muito boas, apesar da tendência de subestimar �, e que poderia ser muito útil na 

prática na presença de correlação cross-section, mesmo não satisfazendo todas as condições 

dos teoremas propostos pelos próprios autores: 

 [�OT�C� 
 #$C, %4D* � CLM/ U�� � � � C� ln����
�� V (10) 

 

 

3.3 FAVECM ( Factor-augmented Vector Error Correction Model) 

Banerjee e Marcellino (2009) introduziram, como uma generalização do VAR com fatores 

(FAVAR) e do modelo de correção de erros (ECM), o modelo de fatores aliado ao modelo de 

correção de erros, o Factor-augmented Error Correction Model (FAVECM). O FAVECM 

combina correção de erros, cointegração e modelos de fatores dinâmicos e possui diversas 

vantagens conceituais sobre o modelo de correção de erros padrão e o FAVAR. Em 

específico, utiliza uma série de dados maior comparado com o VECM e incorpora a 

informação de longo prazo que falta ao FAVAR. 

Considerando um conjunto de � variáveis ,� integráveis de primeira ordem, ��1�, que 

evoluem segundo um modelo #\]���: 
 
 ,� 
 ^�,��� �_� ^P,��P � `� (11) 
 

No qual ̀ � é i. i. d. �0, Ω� e os valores iniciais são fixos e iguais à zero, por simplicidade e sem 

perdas essenciais de generalidade. Seguindo, o #\]�1� pode ser reparametrizado no Modelo 

de Correção de Erros �
Od�. 
 ∆,� 
 ef3,��� � g� (12) 
 

Ou na chamada especificação common trend: 

 ,� 
 Ψi� � j� (13) 
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Em particular, sob estas especificações, 

 Π 
 +Πl � �	
P

l��

 eI m I�9f3I�9 m I (14) 

n� 
 Γ�Δ,��� �_� ΓP��Δ,��P�� � `� , Γ� 
 � + Πl
P

l����
, 

Γ 
 � �+Γ�
P��

���
,  ΨI m 9 
 fq�erqΓfq���, i� 
 erq+`�

�

l��
,   j� 
 O���`� 

f3 é a matriz � � � ; � de vetores de cointegração com posto � � �, onde � � � é a 

quantidade de vetores de cointegração. Disso, segue que � é a quantidade de fatores 

estocásticos comuns ��1�, na qual 0 s � t �, juntos no vetor i� de dimensão � ; 1. e é a 

matriz de pesos, que também possuiu posto � � � e determina como os vetores de 

cointegração entram em cada elemento individual ,�,� dos � ; 1 vetores ,�. j� é um vetor de 

dimensão � ; � de erros estacionários. 

De (13) , é possível escrever o modelo em primeira diferença de ,�, ∆,�, como: 

 ∆,� 
 ΨΔi� � ∆j� (15) 
 

∆i� pode ser entendido como os fatores comuns e Ψ∆,� como os componentes comuns. 

Definindo 

f3I�9mI 
 $fI�9m9u r: �I�9mI�9* 
E, de (13), particionando j� em: 

j� 
 Qj��j/�R 

j�� possui dimensão � ; 1, enquanto que j/� possui dimensão � � � ; 1 

O modelo para os temos de correção de erros podem ser escritos como 

frwx 
 f3j� 
 fu3j�� � j/� 
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Note que cada um dos � � � termos de correção de erros é determinado por um componente 

comum que é função apenas dos choques �, j�� e do componente idiossincrático j/�. É 

possível modificar os choques exatos que influenciam em cada termo de correção de erros 

escolhendo diferentes normalizações, mas a decomposição desses termos em um componente 

comum determinado pelos � choques e um componente idiossincrático mantém-se inalterada. 

Em seguida, suponha que haja interesse em apenas um subconjunto de variáveis para as quais 

se tenha a informação. Então, procedemos particionando as � variáveis em ,� em as de maior 

interesse, �y  em ,y�, e as restantes, �z 
 � � �y em ,z�. A partição correspondente no 

modelo de tendências comuns em (12) pode ser construído conforme: 

 Q,y�,z�R 
 QΨyΨzR i� � Qjy�jz�R (16) 

 

Ψy possuiu dimensão �y ; � e Ψz possuiu dimensão �z ; �. É importante notar que quando 

o número de variáveis � cresce, a dimensão de Ψy permanece fixa, enquanto que o numero de 

linhas de Ψz cresce com �. Então para (16) preservar uma estrutura de fatores assintóticos, 

determinados pelos � fatores comuns, é necessário que o posto de Ψz permaneça igual a �. Ao 

invés disso, o posto de Ψy pode ser menor que �, por exemplo, xy� pode ser determinado por 

um menor número de tendências. 

Da especificação de (16), pode ser visto que xy�e i� cointegram, enquanto que i� são passeios 

aleatórios não correlacionados. Portanto, do teorema de representação de Granger, existe uma 

especificação de correção de erros da forma: 

 QΔ,y�Δi� R 
 QγyγzR }3 Q
,y���i��� R � Q`y�`� R (17) 

 

Na prática, a correlação nos erros em (17) é controlada adicionando defasagens das variáveis 

dependentes diferenciadas, assim o modelo expandido fica: 

 QΔ,y�Δi� R 
 QγyγzR }3 Q
,y���i��� R � \� QΔ,y���Δi��� R � _� \~ UΔ,y��~Δi��~ V � Q`y�`� R (18) 

 

No qual os erros �`y� , `��3 são iid 
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O modelo em (18) foi denominado por Banerjee e Marcellino (2009) como FAVECM. 

Uma característica importante de notar é que há �y ; � variáveis dependentes no modelo 

FAVECM. Como ,y� é determinado por i� ou por um subconjunto, e i� são passeios 

aleatórios não correlacionados, deve existir �y relações de cointegração em (18). Além disso, 

como Ψy possuiu dimensão �y ; �, mas pode ter posto reduzido de �y, há �y � �y relações de 

cointegração que envolve apenas variáveis de ,y, por exemplo, }y3,y���, e as �y relações de 

cointegração restantes envolvem ,y e os fatores i�. 
A relação de cointegração }y3,y��� também apareceria num modelo de correção de erros 

padrão para Δ,y� somente, digamos: 

 Δ,y� 
 ey}y3,y��� � gy� (19) 
 

Entretanto, em adição a estas �y � �y relações, no FAVECM há �y relações de cointegração, 

que envolvem ,y� e i�, e, servem de proxy para as potenciais  � � �y relações de 

cointegração omitidas em (19) com respeito às equações para Δ,y� no modelo completo de 

ECM como em (12). Além disso, no FAVECM aparecem defasagens de Δi� como regressores 

nas equações para Δ,y�, que servem de proxy para as defasagens potencialmente omitidas de 

Δ,z� no modelo ECM padrão para Δ,y� em (19). 

A chave para entender o FAVECM é observar como é utilizada a informação contida nas 

� � �y relações de cointegração não modeladas que são representadas pelas relações de 

cointegração entre as variáveis de interesse e os fatores. Como, aumentando �, essa 

informação de cointegração é em princípio bastante grande, sua importância em relação às 

variáveis de interesse determinará o desempenho de previsão do FAVECM quando 

comparado ao ECM padrão ou ao FAVAR (que não leva em consideração nenhuma 

informação de cointegração). 

Continuando com essa argumentação, pode-se perceber que a especificação do FAVAR sai de 

(18) impondo a restrição �y 
 �z 
 0 logo perdendo toda a informação de longo prazo. Tanto 

o VAR como o VECM padrão também surgem impondo as restrições corretas. O fato de o 

FAVECM ser mais geral de forma que aplicando determinadas restrições chegamos aos 

outros modelos mencionados é extremamente útil para analisar seu desempenho. É verdade 
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que vantagens teóricas nem sempre se traduzem em melhores previsões em situações reais, 

contudo servem como guia. 

 

3.4 Comparação da acurácia das previsões 

Comparar a acurácia de previsões é de extrema importância para economistas e em geral para 

aqueles interessados em discriminar o poder preditivo de diferentes modelos econômicos. 

Sendo que o desempenho preditivo e a adequação de modelos estão inexoravelmente 

relacionados de forma que o fracasso em fazer previsões implica em inadequação do modelo. 

A literatura possuiu literalmente milhares de comparações de acurácia de previsões, mas 

quase sem exceção, não tentam examinar a incerteza da comparação. A razão para isso parece 

clara: a correlação dos erros de previsão, assim como um número adicional de complicações, 

faz da comparação formal de acurácia de previsões difícil. 

Na presente dissertação, iremos utilizar o teste proposto por Diebold e Mariano (1995) para 

comparar o poder preditivo de diferentes metodologias. 

Buscamos utilizar um teste mais robusto para comparar os modelos ao invés de apenas fazer 

uma comparação direta de alguma medida de erro de previsão. Além disso, ao invés de adotar 

um benchmark para comparar todos os modelos, o teste será feito em cada uma das 

combinações dos modelos dois a dois, com o objetivo fazer um ranking dos modelos em cada 

situação proposta de previsão. 

 

3.4.1 Teste de Diebold e Mariano (1995) 

Considere duas previsões, W����X���2  e ���������2
, da série W��X���2 . Sejam os erros associados a 

cada previsão W ��X���2  e � ������2
. Seja também uma função de perda associada à realização 

das séries e sua previsão K��� , �����, sendo que em muitas aplicações é possível que a função 

de perda seja uma função direta do erro de previsão, ou seja, K��� , ����� 
 K� ���. Assim a 

hipótese nula de igual poder preditivo para duas previsões é 
=K� ���> 
 
6K$ ��*7, ou 


="�> 
 0, onde "� � 6K� ��� � K$ ��*7 é o diferencial de perda. Então, a hipótese nula de 
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igual poder preditivo é equivalente à hipótese nula de que a média populacional da série do 

diferencial de perda é zero. 

A estatística para testar a hipótese nula é: 

 � 
 "�
�#\]�"�� (20) 

  

#\]$"�* é algum estimador consistente da variância assintótica de "�. Os autores mostram que 

sob a hipótese nula de igual poder preditivo 

�~���0,1� 
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4 DESCRIÇÃO DA BASE DE DADOS 

 

O conjunto de dados foi coletado do site do IPEAData8, da BM&FBovespa9 e da Bloomberg. 

E, é constituído por observações mensais de variáveis macroeconômicas brasileiras do 

período de janeiro de 1995 até dezembro de 2011. O conjunto de dados foi selecionado para 

incluir informações pós Plano Real, que foi um plano de estabilização bem sucedido lançado 

em Junho de 1994.  

Em estudos preliminares10 para a presente dissertação houve duas abordagens distintas para a 

base de dados. 

Na primeira abordagem, extraímos fatores somente das séries das categorias “produção” e 

“preços” separadamente, o qual o autor acredita que está mais intimamente ligada a dinâmica 

das taxas de juros no Brasil e cujas divulgações aparentam influir mais diretamente nas taxas 

de mercado. Olhando para as previsões os resultados foram satisfatórios, mas o fato de 

escolher somente as séries relacionadas a algumas categorias acabava sendo uma 

arbitrariedade e também sujeita a forma como se categoriza os dados, ou seja, mais uma 

arbitrariedade. Além disso, provavelmente não estaríamos utilizando todo o potencial da 

teoria de extração de fatores ao nos limitarmos a um número menor de séries, dado que 

podemos resumir, literalmente, milhares de séries. 

Sendo assim, seguimos com a segunda abordagem, com a inclusão de novas séries 

relacionadas às mais diversas categorias. Entretanto, ao incluirmos todas as séries possíveis e 

extrair fatores para cada uma das categorias individualmente não chegamos a resultados de 

previsão satisfatórios. Acreditamos que dois dos motivos que tenham levado a esse resultado 

preliminar tenham sido: Primeiro, que com a divisão das séries em categorias, cada categoria 

acabou com um número relativamente pequeno de séries o que torna inadequado o critério 

para determinar o número de fatores proposto por Bai e Ng (2002), segundo os próprios 

autores. E, segundo, a quantidade de fatores total passou a ser muito grande se pensarmos que 

em média cada categoria resultou em pelo menos quatro fatores, o que impacta diretamente a 

                                                 
8 Sítio: www.ipeadata.gov.br 
9 Sítio: www.bmfbovespa.com.br 
10 Dados não reportados 
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estimação dos modelos e gera o problema da dimensionalidade do modelo, o qual é objetivo 

da teoria de fatores evitar. 

Dessa forma, para manter uma metodologia mais geral, optou-se por agrupar todas as séries 

em um conjunto único de dados, para então se extrair os fatores. Como podemos notar há 

bastante espaço para expansões do trabalho nesse sentido, para procurar responder como 

diferentes agrupamentos impactam na extração dos fatores. Como o objetivo da dissertação é 

o de fazer previsões das taxas de juros, a forma de agrupar os dados foi a mais geral possível e 

os resultados finais de previsão foram bastante satisfatórios, decidimos parar com a análise do 

agrupamento das séries nesse ponto. 

Na Tabela 3 segue um resumo das 184 séries utilizadas para a extração dos fatores. 

Tabela 3 - Resumo das variáveis utilizadas para extração dos fatores 
Categoria Número de séries 
Produção 41 
Preços 45 
Moeda e Crédito 34 
Financeiras 48 
Emprego, salário e renda 16 
TOTAL 184 
Fonte: IPEADATA, Bloomberg. 

Naturalmente que estas 184 séries não se tratam de todas as séries divulgados no Brasil e no 

restante do mundo. Somente relativo ao mercado brasileiro, o conjunto de dados inicial 

continha quase 400 séries, assim, os únicos “filtros” aplicados foram que as séries fossem ao 

menos mensais e que abrangessem todo o período de estudo proposto. 

Antes de extrair os fatores e estimar o modelo, os dados brutos foram transformados da 

seguinte maneira. Primeiro, tirou-se o logaritmo de todas as séries exceto das taxas de juros. 

Todas as séries não estacionárias foram diferenciadas uma vez para a extração dos fatores I(0) 

utilizados no FAVAR. Se não ajustadas diretamente na fonte, as séries foram ajustadas 

sazonalmente antes da extração dos fatores. Não foi feito nenhum tratamento para a presença 

de outliers. Os fatores ��1� foram estimados com o método de Bai (2004). 

O conjunto de dados assim como as transformações implementadas está listado ao final do 

trabalho (Apêndice A). 
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Dado o nosso relativo pouco tempo de estabilidade macroeconômica, não foi possível fazer 

coletar e fazer previsões de taxas de juros mais longas, como em trabalhos similares feitos 

para economias desenvolvidas, que já possuem histórico grande de dados para maturidades 

mais longas. Por esse motivo, foram incluídas apenas as taxas de swap com maturidade em 

até um ano. 

 
Gráfico 1 - Evolução das taxas de swap para 30, 60, 90, 180 e 360 dias. 
Fonte: Elaboração própria. 
Nota: 1  BMF12_SWAPDI30F12 indica as taxas de swap com vencimento em 30 dias. 
2  BMF12_SWAPDI60F12 indica as taxas de swap com vencimento em 60 dias. 
3  BMF12_SWAPDI90F12 indica as taxas de swap com vencimento em 90 dias. 
4  BMF12_SWAPDI180F12 indica as taxas de swap com vencimento em 180 dias. 
5  BMF12_SWAPDI360F12 indica as taxas de swap com vencimento em 360 dias. 
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5 APRESENTAÇÃO E ANÁLISE DOS RESULTADOS 

 

5.1 Fatores 

O primeiro passo consiste em extrair os fatores a serem utilizados conjuntamente com o 

modelo de correção de erros. Para isso, após o tratamento dos dados determinamos o número 

de fatores que seriam extraídos. 

Na Tabela 4 podemos observar detalhes das categorias das séries. Para o parâmetro C�!,, 

utilizado na determinação da quantidade de fatores, havia duas possibilidades. Pode-se 

observar que segundo o critério proposto por Bai e Ng (2002), para as categorias com 

quantidades menores de séries, chegamos a um C�!, igual a zero. O que já é um indicativo 

da inadequação do teste para conjuntos de dados com poucas séries, conforme discutido pelos 

próprios autores do critério. Do painel proposto pelos autores, o critério adotado foi o [�O3, 

que é uma modificação do critério [�O e que segundo os autores possuiu propriedades muito 

boas na presença de correlação cross-section, adequado à situação proposta onde há diversas 

séries que em teoria carregariam a mesma informação, como por exemplo, os diferentes 

índices de preços ao consumidor divulgado no Brasil.  

Tabela 4 - Critérios de informação de Bai e Ng (2002) para o número de fatores 
Categoria Número de séries C�!, (1) C�!, (2) C�!, (3) 
Produção 41 8 0 8 
Preços 45 8 0 8 
Moeda e Crédito 34 8 0 8 
Financeiras 48 8 0 8 
Emprego, salário e renda 16 8 0 8 
TOTAL 184 8 8 8 
 

Categoria NO�1 NO�2 NO�3 �O�1 �O�2 �O�3 ���� � (4) 
Produção 8 8 8 8 8 8 6 6 
Preços 8 8 8 8 8 8 4 4 
Moeda e Crédito 8 8 8 8 5 8 2 2 
Financeiras 6 5 8 3 3 6 3 3 
Emprego, salário e renda 8 8 8 8 8 8 7 7 
TOTAL 8 8 8 8 8 8 4 4 
Nota: Dados trabalhados pelo autor. 
(1) C�!, 
 8J��6�� 100⁄ �� �⁄ 7 como considerado em Schwert (1989). 
(2) C�!, onde � 
 �J�W�, �X como considerado em Bai e Ng (2002). 
(3) C�!, utilizado pelo autor para determinar o número de fatores. 
(4) Número de fatores extraídos pelo autor das séries de dados. 
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As informações para cada uma das categorias são apenas ilustrativas, de estudos preliminares 

não reportados, em que concluímos que o modelo feito com os fatores extraídos de cada 

categoria individualmente possuía um desempenho preditivo pior que o modelo estimado com 

os fatores extraídos de todas as séries em conjunto11. Relembrando que o objetivo da 

dissertação é o de avaliar a metodologia na qual se utiliza apenas um conjunto de dados 

contendo todas as séries macroeconômicas. Além disso, extraindo fatores individualmente de 

cada série pode-se observar que atingimos  a quantidade de vinte e dois fatores no total. Ou 

seja caímos no problema original da dimensionalidade para os modelos multivariados. 

No Gráfico 2, podemos observar os 4 fatores ��0� extraídos para o total de 184 séries 

utilizadas e que foram utilizados no FAVAR. Os fatores estimados para cada categoria podem 

ser encontrados no apêndice C. 

 
Gráfico 2 - Fatores I(0) extraídos da totalidade dos dados. 
Fonte: Elaboração própria. 
Nota: 1  F1 é o primeiro fator extraído. 
2  F2 é o segundo fator extraído 
3  F3 é o terceiro fator extraído 
4  F4 é o quarto fator extraído 

                                                 
11 Dados não reportados, em que aplicando o teste proposto por Diebold e Mariano (1995), os modelos com os 
fatores extraídos de cada conjunto de séries individualmente apresentaram pior desempenho preditivo que os 
modelos sem os fatores. 
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No Gráfico 3, podemos observar os 4 fatores ��1� estimados com o método de Bai (2004), em  

acumulamos as séries ��0�, e que foram utilizados no FAVECM.  

 
Gráfico 3 - Fatores I(1) extraídos da totalidade dos dados. 
Fonte: Elaboração própria. 
Nota: 1 cumF1 é a série acumulada do primeiro fator extraído. 
2  cumF2 é a série acumulada do segundo fator extraído 
3  cumF3 é a série acumulada do terceiro fator extraído 
4  cumF4 é a série acumulada do quarto fator extraído 

O presente trabalho não tem por objetivo interpretar explicitamente os fatores estimados, 

apesar de como colocado por Bernanke, Boivin e Eliasz (2004) tratar-se de uma direção 

interessante para futuros trabalhos. 

 

5.2 Previsões 

Os gráficos abaixo mostram as previsões de três passos à frente feitas para todos os prazos de 

taxas de swap. Deixamos os gráficos das previsões de três passos à frente mais em evidência 

por se tratar do primeiro horizonte de previsões no qual não estamos utilizando nenhum dado 

de divulgação defasado, ou seja, estamos utilizando dos dados apenas após sua divulgação 
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defasada para fazer as previsões. Os gráficos para outros horizontes de previsão podem ser 

visualizados no apêndice C. 

Nas previsões para as taxas de swap com vencimento em 30 dias, o FAVAR foi o modelo 

aparentemente mais errático, enquanto que o VAR e o VECM andaram bastante juntos e o 

FAVECM nitidamente ficou mais próximo da taxa real. 

 
Gráfico 4 - Evolução das taxas de 30 dias e previsões 3 passos à frente. 
Fonte: Elaboração própria. 
Nota: 1  BMF12_SWAPDI30F12 indica as taxas de swap com vencimento em 30 dias. 
2  VAR indicam as previsões utilizando o modelo VAR 
3  VECM indicam as previsões utilizando o modelo VECM 
4  FAVAR indicam as previsões utilizando o modelo FAVAR 
5  FAVECM indicam as previsões utilizando o modelo FAVECM 

Essa tônica se mantém para os outros vencimentos (60, 90, 180 e 360 dias). Pois o FAVAR é 

o que continua a ser mais errático, enquanto que VAR, VECM andam muito próximos, 

começando a se distanciar a partir das previsões para o vencimento de 180 dias enquanto que 

o FAVECM aparentemente é o que continua a ficar mais próximo da taxa real. 

Entretanto, vale ressaltar que é apenas uma comparação visual e mais a frente aplicaremos um 

teste formal para identificar estatisticamente qual modelo produz as melhores previsões. 
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Gráfico 5 - Evolução das taxas de 60 dias e previsões 3 passos à frente. 
Fonte: Elaboração própria. 
Nota: BMF12_SWAPDI60F12 indica as taxas de swap com vencimento em 60 dias. 

 
Gráfico 6 - Evolução das taxas de 90 dias e previsões 3 passos à frente. 
Fonte: Elaboração própria. 
Nota: BMF12_SWAPDI90F12 indica as taxas de swap com vencimento em 90 dias. 
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Gráfico 7 - Evolução das taxas de 180 dias e previsões 3 passos à frente. 
Fonte: Elaboração própria. 
Nota: BMF12_SWAPDI180F12 indica as taxas de swap com vencimento em 180 dias. 

 
Gráfico 8 - Evolução das taxas de 360 dias e previsões 3 passos à frente. 
Fonte: Elaboração própria. 
Nota: BMF12_SWAPDI360F12 indicam as taxas de swap com vencimento em 360 dias. 
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5.3 Acurácia das previsões 

Na seção anterior fizemos previsões e comparamos visualmente quais dos modelos 

aparentavam fazer melhores previsões. Agora vamos comparar mais formalmente por meio de 

medidas e testes estatísticos qual dos modelos apresentou melhor desempenho. 

Na Tabela 5 podemos encontrar a soma dos erros quadráticos (daqui em diante SEQ) das 

previsões feitas com os modelos: VAR, VECM, FAVAR e FAVECM. 

Dentre outras coisas, pode-se observar que os modelos que não utilizam os fatores (VAR e 

VECM) desempenham relativamente melhor nas taxas mais curtas, provavelmente por as 

taxas mais curtas terem uma dinâmica menos rica dado que as decisões de política monetária 

possuem um peso maior na determinação dessas taxas. O contrário acontece com o os 

modelos que utilizam os fatores, pois, em geral, o SEQ diminui à medida que se aumenta o 

prazo. Além disso, em geral, nota-se também que o FAVECM possuiu SEQ menor que o 

restante dos modelos estimados. 

Tabela 5 - Soma dos erros quadráticos (SEQ) de cada modelo para cada vencimento 
Número de períodos 
à frente 

Modelo Vencimentos 
30d 60d 90d 180d 360d 

1 

VAR 24.5 29.6 37.8 47.4 46.0 
VECM 21.7 27.2 33.0 38.7 32.8 
FAVAR 103.3 96.4 116.2 91.4 89.3 
FAVECM 40.6 30.3 24.4 12.6 12.2 

2 

VAR 119.1 148.2 175.4 198.2 188.0 
VECM 108.8 131.9 149.3 156.5 127.3 
FAVAR 227.3 273.5 324.2 292.2 293.3 
FAVECM 99.4 73.0 62.7 36.2 34.4 

3 

VAR 288.5 316.5 346.9 353.5 327.5 
VECM 250.5 265.4 279.2 259.3 201.6 
FAVAR 375.9 405.2 442.3 416.8 417.0 
FAVECM 141.5 113.0 98.1 64.7 59.8 

6 

VAR 556.1 560.3 572.9 542.6 501.0 
VECM 431.6 412.8 398.9 326.1 238.1 
FAVAR 531.3 555.5 584.8 594.6 596.5 
FAVECM 226.4 178.6 148.0 115.0 100.4 

Fonte: Dados trabalhados pelo autor. 

Entretanto, vale ressaltar que o fato de simplesmente um modelo ter um SEQ maior que outro 

não diz necessariamente que ele possuiu pior poder preditivo. Deve-se avaliar a significância 

estatística dessa diferença que é o que o teste proposto por Diebold e Mariano (1994) faz e 
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cujos valores da estatística proposta para cada prazo e horizonte de previsão entre cada um 

dos pares dos modelos estão na Tabela 5. 

É possível constatar que o VECM em todos os casos é superior ao VAR; e, que o FAVAR 

não consegue superar os modelos que não utilizam os fatores estimados em nenhum caso. O 

FAVECM, a partir do prazo de 180 dias, supera todos os outros modelos propostos e para 

prazos mais curtos também supera com frequência os outros modelos para horizontes de 

previsão maiores. 

A Tabela 6 deve ser interpretada da seguinte maneira. Valores positivos dizem que as 

previsões do modelo da respectiva linha possuem erros estatisticamente menores que o 

modelo da respectiva coluna. O inverso se aplica para valores negativos. A 5% de confiança, 

o valor da estatística é de 1.96, enquanto que a 1% de confiança o valor é 2.58. As 

comparações que resultaram em valores significativos a esses níveis de confiança estão 

marcadas com um asterisco ou dois asteriscos, respectivamente. E, para facilitar a 

visualização, também estão destacadas em negrito. 

Na Tabela 5, nota-se que a introdução do mecanismo de correção de erros e dos fatores 

melhora o acurácia das previsões. A partir da tabela da soma dos erros quadráticos, dos vinte 

casos analisados12, o VECM superar o VAR em todos, assim como o FAVECM supera o 

FAVAR. A introdução dos fatores traz ganhos na soma dos erros quadráticos apenas nos 

casos que também incorporam o mecanismo de correção de erros, pois o FAVECM supera o 

VECM em todos os casos, enquanto que o FAVAR perde para o VAR em todos os casos.  

Entretanto, as observações feitas a partir da informação da soma dos erros quadráticos não se 

mantêm para todos os casos quando passamos a analisar as estatísticas do teste proposto por 

Diebold e Mariano (1994). Utilizando valores a 5% de significância, o VECM continua a 

superar o VAR em todas as situações, enquanto que o FAVECM supera o FAVAR em 8 das 

20 situações proposta (as outras 12 não atingem o nível de significância proposto). A inclusão 

dos fatores, não é conclusiva nos modelos que não incluem o mecanismo de correção de 

erros, pois a comparação entre VAR e FAVAR não atinge o nível de significância proposto 

em nenhum dos casos, por outro lado, o FAVECM supera o VECM em 13 dos 20 casos, 

enquanto que os outros 7 não atingem o nível de significância proposto. 

                                                 
12 Os vinte casos são uma combinação de da quantidade de maturidades (30, 60, 90, 180 e 360 dias), pelo 
número de períodos a frente de previsão (1, 2, 3 e 6 períodos a frente). 
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Tabela 6 - Resultados do teste de Diebold e Mariano (1995) 
Prazo 
(dias) 

Modelos Modelos � 
 1 � 
 2 
VAR VECM FAVAR VAR VECM FAVAR 

30d 
VECM 10.41*   8.35*   
FAVAR -1.44 -1.49  -1.12 -1.22  
FAVECM -1.63 -1.90 1.30 0.69 0.33 1.55 

60d 
VECM 10.08*   7.41*   
FAVAR -1.58 -1.64  -1.11 -1.25  
FAVECM -0.10 -0.45 1.74 2.74* 2.19* 1.86 

90d 
VECM 9.62*   6.77*   
FAVAR -1.51 -1.60  -1.15 -1.34  
FAVECM 2.17* 1.42 1.84 3.61* 2.95* 2.00* 

180d 
VECM 8.46*   6.08*   
FAVAR -1.15 -1.37  -0.98 -1.37  
FAVECM 4.00* 3.27* 1.96* 3.50* 2.93* 2.17* 

360d 
VECM 7.42*   5.89*   
FAVAR -1.31 -1.68  -1.07 -1.60  
FAVECM 3.94* 2.84* 2.14* 3.52* 2.60* 2.14* 

 

Prazo 
(dias) 

Modelos Modelos � 
 3 � 
 6 
VAR VECM FAVAR VAR VECM FAVAR 

30d 
VECM 6.11**   5.02**   
FAVAR -0.82 -1.12  0.10 -0.38  
FAVECM 2.42* 1.85 1.87 2.22* 1.49 1.05 

60d 
VECM 5.56**   4.85**   
FAVAR -0.82 -1.21  0.02 -0.50  
FAVECM 3.02**   2.45* 1.97* 2.74** 1.88 1.17 

90d 
VECM 5.27**   4.76**   
FAVAR -0.84 -1.31  -0.04 -0.60  
FAVECM 3.33** 2.71** 2.08* 3.21** 2.20* 1.26 

180d 
VECM 4.85**   4.76**   
FAVAR -0.68 -1.42  -0.17 -0.77  
FAVECM 2.96** 2.35* 1.97* 3.29** 2.07* 1.18 

360d 
VECM 4.83**   6.17**   
FAVAR -0.80 -1.60  -0.26 -0.90  
FAVECM 3.04** 2.07* 1.89 5.03** 2.25* 1.18 

Fonte: Dados trabalhados pelo autor. 
Notas: 1 Valores positivos indicam, quando estatisticamente significantes, que o modelo da 
respectiva linha supera o da respectiva coluna.  
2 * Indicam valores da estatística significantes a 5% (1.96) 
3 ** Indicam valores da estatística significantes a 1% (2.58) 
4 Função utilizada corrige a autocorrelação dos erros que a previsão de multiperíodos 
geralmente exibe (estimador do tipo Newey-West para variância da amostra para ter isso em 
conta) 
5 Dados numéricos arredondados 
6 Em branco dados omitido para evitar informação duplicada 
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5.4 Comparação com a literatura 

Este trabalho não tem por objetivo fazer uma ampla revisão da literatura sobre o tema, mas 

atém-se a referência importante para comparação com este trabalho. 

Banerjee, Marcellino e Masten (2009) construíram um FAVECM baseado em dados mensais 

utilizando maturidades de 1 a 120 meses no período de janeiro de 1985 a dezembro de 2007; 

e, focaram em previsões das taxas de 3 meses, 2 anos e 10 anos para o período de janeiro de 

2000 a dezembro de 2007. Chegaram a ganhos de previsão significantemente melhores, com 

o FAVECM superando tanto o VECM quanto o FAVAR. Por outro lado, não foi possível 

identificar como fizeram para tratar a defasagem da divulgação dos dados macroeconômicos, 

como acontece em qualquer economia. 

Os trabalhos encontrados envolvendo FAVAR, assim como em Bernanke, Boivin e Eliasz 

(2005) não abordavam o tema de previsão das taxas de juros, mas sim para observavam o 

comportamento das variáveis vis-à-vis os choques econômicos. 

 

5.5 Limitações e possíveis extensões 

Uma das limitações do trabalho é que a seleção de modelos (número de defasagens, para 

todos os modelos; e, quantidade de vetores de cointegração, para o FAVECM) acontece 

apenas no período inicial de previsão e não é atualizada recursivamente à medida que novos 

pontos são incorporados à amostra. De qualquer forma acreditamos que caso a seleção do 

modelo fosse feita a cada passo o resultado mais provável seriam menores erros de previsão. 

Além disso, poder-se-ia considerar a real divulgação dos dados, pois em alguns dados 

macroeconômicos há uma defasagem entre a data de divulgação e a data de referência dos 

dados. Por exemplo, na data de divulgação da produção industrial do mês de janeiro, já temos 

as taxas de swaps para o mês de fevereiro, ou ainda, há alguns dados como a divulgação do 

PIB que possuem uma defasagem maior que um mês, relativo a seu período de referência. 

Logo, uma forma de modelar seria, em primeiro lugar estimar cada dado macro faltante para 

mês de fevereiro para então fazer as previsões para o mês corrente seguinte, neste exemplo, 

março. Outra forma de modelar essa defasagem dos dados seria fazer previsões diretamente 

dos fatores extraídos. 
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Como consequência dessa defasagem nas divulgações dos dados, as previsões feitas para o 1º 

e, em menor escala, para o 2º passo à frente devem ser ignoradas pois, como no exemplo 

acima, pode-se dizer que elas foram feitas utilizando dados do “futuro”. Por outro lado, não se 

está utilizando todo o conjunto de informação disponível, ou seja, as taxas dos swaps do 1º e 

2º mês à frente, para fazer a previsão do 3º passo, e que caso fossem utilizadas o resultado 

mais provável também seria um menor erro de previsão.  

Em possíveis extensões há vários desdobramentos, alguns inclusive discutidos brevemente, 

que poderiam ser explorados. 

Bai e Ng (2008) aplicaram uma pré-seleção nas séries antes de incluí-las no conjunto do qual 

são extraídos os fatores e obtiveram resultados de previsão melhores, na presente dissertação 

optamos por não aplicar uma pré-seleção nas séries, primeiro, porque os resultados obtidos 

nos exercícios de previsão foram bastante satisfatórios e, segundo, porque o objetivo era 

trabalhar com uma metodologia mais geral. 

Boivin e Ng (2005) utilizaram uma metodologia que leve diretamente em consideração o 

objetivo de previsão na determinação da quantidade de fatores e também obtiveram resultados 

de previsão melhores. 

Exterkate et al. (2011) analisaram em maior profundidade se diferentes agrupamentos de 

séries trazem também ganhos de previsão e chegaram à conclusão que há determinados 

agrupamentos trazem ganhos de previsão. Na presente dissertação, conforme comentado 

anteriormente, em estudos preliminares, não reportados, fazer previsões com os fatores 

extraídos de cada categoria de séries individualmente resultou em piores previsões quando 

comparado à metodologia apresentada. 

Hansen (2005) e Hansen, Lunde e Nason (2011) formularam testes mais modernos comparar 

o poder preditivo dos modelos. Testes em que o resultado final é a ordenação dos melhores 

modelos e não é necessário estabelecer um benchmark para comparar os modelos. Na 

presente dissertação, para o teste de Diebold e Marino (1995) é necessário estabelecer um 

benchmark para comparar os modelos ou fazer as comparações modelo a modelos 

combinados dois a dois. 
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Ou ainda, trabalhar em uma interpretação dos pesos dos vetores de cointegração para os 

fatores, possivelmente como um prêmio de risco da curva de juros explicado por variáveis 

macroeconômicas. 

E, fazer uma análise de backtesting para ver se o modelo possuiu valor para investimento, ou 

seja, se fazendo posições doadas ou tomadas em taxas de juros nos diferentes prazos, há 

retornos positivos. 
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6 CONCLUSÃO 

 

O objetivo desta dissertação foi o de comparar o poder preditivo do FAVECM em relação ao 

VAR, ao VECM e ao FAVAR. A hipótese é que o FAVECM teria um desempenho superior 

por ser uma generalização dos outros modelos. Naturalmente que isso nem sempre se traduz 

em superioridade no poder preditivo. Para isso, a estimação do modelo foi feita em dois 

passos. 

No primeiro passo, trabalhamos os dados para determinar a quantidade de fatores e extraí-los. 

Para a extração de fatores, utilizamos  metodologia de Stock e Watson (2002), que segundo 

estudo de Boivin e Ng (2005) desempenha sistematicamente melhor quando na presença de 

estruturas mais realísticas e complicadas de erros, além de comportar-se notadamente melhor 

em análises empíricas. Enquanto que, para determinar o número de fatores utilizamos um 

critério que endereça diretamente o problema da quantidade de fatores por de trás de um 

conjunto de dados, ao invés de utilizar qualquer critério arbitrário ou alguma otimização 

diretamente baseada nos resultados de previsão. E, no segundo passo, estimamos os modelos 

utilizando os fatores extraídos, e fizemos e comparamos as previsões. 

Os resultados mostraram que o FAVECM introduzido por Banerjee e Marcellino (2009) 

apresentou ganhos de previsão significativos em relação aos outros modelos do comparativo. 

Olhando para a soma do erro quadrático de previsão, o FAVECM foi o modelo que teve o 

menor erro em quase todas as situações propostas. Enquanto que, utilizando o teste proposto 

por Diebold e Mariano (1994), o FAVECM bateu praticamente todos os modelos para taxas 

para as taxas mais longas (vencimentos em 180 e 360 dias) e para as taxas mais curtas 

(vencimento em 60 e 90 dias) também bateu quase todos os modelos para horizontes de 

previsão maior ou igual a 2 passos à frente. 

Banerjee e Marcelino (2009) obtiveram resultados similares também utilizando dados 

mensais, sobre o período de janeiro de 1985 a dezembro de 2007 e utilizando um número 

maior de maturidades, mas da economia americana.  

Dentre as limitações do trabalho podemos citar. Primeiro, a não seleção iterativa do modelo a 

cada nova observação. E, segundo, não ter considerado a data real divulgação dos dados, mas 

sim, seu mês de referência, que acaba criando um viés para as previsões um passo a frente e 
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em menor escala para as previsões de dois passos à frente. Por outro lado, entendemos que o 

mais provável fosse que caso essas limitações fossem trabalhadas seriam obtidos melhores 

resultados de previsão. 

Em possíveis extensões há vários desdobramentos que poderiam ser explorados, como por 

exemplo. Aplicar alguma metodologia de pré-seleção das séries que comporiam o conjunto de 

dados inicial para se extrair as séries como em Boivin e Ng (2005) e Bai e Ng (2008). 

Analisar em maior profundidade se diferentes agrupamentos das séries trazem ganhos de 

previsão como em Exterkate et al. (2011), dado que na presente dissertação, em estudos 

preliminares não reportados, fazer previsões com os fatores extraídos de cada categoria de 

séries individualmente resultou em piores previsões quando comparado à metodologia 

apresentada. Utilizar testes mais modernos para compara o poder preditivo dos modelos como 

em Hansen (2005) e Hansen, Lunde e Nason (2011). 

Ou ainda, explorar mais os dados dentro da amostra, como trabalhar em uma interpretação 

dos pesos dos vetores de cointegração para os fatores, possivelmente como um prêmio de 

risco da curva de juros explicado por variáveis macroeconômicas. E, fazer uma análise de 

backtesting para ver se o modelo possuiu valor para investimento, ou seja, se fazendo 

posições doadas ou tomadas em taxas de juros nos diferentes prazos, há retornos positivos. 
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APÊNDICES 

APENDICE A - Descrição e detalhes das transformações dos dados 

Tabela 7 - Categorização, códigos, descrição e transformações dos dados. 
 (continua) 

Categoria Código Descrição Transf 
Produção IBSIE12_QSCAB12 Produção - aço bruto - Tonelada (mil) ln 
Produção IBSIE12_QSCFG12 Produção - ferro-gusa - Tonelada (mil) ln 
Produção IBSIE12_QSCL12 Produção - laminados - Tonelada (mil) ln 
Produção ANFAVE12_QCAMINM12 Produção - caminhões - montados - qde. – Unidade ln 
Produção ANFAVE12_QONIBUM12 Produção - ônibus - montados - qde. – Unidade ln 
Produção ANFAVE12_QPASSAM12 Produção - automóveis - montados - qde. – Unidade ln 
Produção ANFAVE12_QVEICLM12 Produção - veículos comerciais leves - montados - qde. – Unidade ln 
Produção ANFAVE12_QVETOTM12 Produção - autoveículos - montados - qde. – Unidade ln 
Produção PIMPFN12_QIBKAS12 Produção industrial - bens de capital - quantum - índice dessaz. (média 2002 = 100) ∆ln 
Produção PIMPFN12_QIBIAS12 Produção industrial - bens intermediários - quantum - índice dessaz. (média 2002 = 100) ln 
Produção PIMPFN12_QIBCTAS12 Produção industrial - bens de consumo - quantum - índice dessaz. (média 2002 = 100) ∆ln 
Produção PIMPFN12_QIBCDAS12 Produção industrial - bens de consumo duráveis - quantum - índice dessaz. (média 2002 = 100) ∆ln 
Produção PIMPFN12_QICNDAS12 Produção industrial - bens de consumo não duráveis - quantum - índice dessaz. (média 2002 = 100) ∆ln 
Produção PIMPFN12_QIEMAS12 Produção industrial - extrativa mineral - quantum - índice dessaz. (média 2002 = 100) ln 
Produção PIMPFN12_QIIG112 Produção industrial - alimentos - quantum - índice (média 2002 = 100) ln 
Produção PIMPFN12_QIIG212 Produção industrial - bebidas - quantum - índice (média 2002 = 100) ln 
Produção PIMPFN12_QIIG612 Produção industrial - calçados e artigos de couro - quantum - índice (média 2002 = 100) ln 
Produção PIMPFN12_QIIG812 Produção industrial - celulose, papel e produtos de papel - quantum - índice (média 2002 = 100) ln 
Produção PIMPFN12_QIIG1412 Produção industrial - borracha e plástico - quantum - índice (média 2002 = 100) ln 
Produção PIMPFN12_QIIGSAS12 Produção industrial - indústria geral - quantum - índice dessaz. (média 2002 = 100) ln 
Produção PIMPFN12_QIITAS12 Produção industrial - indústria de transformação - quantum - índice dessaz. (média 2002 = 100) ln 
Produção PIMPFN12_QIIG312 Produção industrial - fumo - quantum - índice (média 2002 = 100) ln 
Produção PIMPFN12_QIIG712 Produção industrial - madeira - quantum - índice (média 2002 = 100) ∆ln 
Produção PIMPFN12_QIIG1012 Produção industrial - refino de petróleo e álcool - quantum - índice (média 2002 = 100) ln 
Produção PIMPFN12_QIIG1112 Produção industrial - farmacêutica - quantum - índice (média 2002 = 100) ln 
Produção PIMPFN12_QIIG1212 Produção industrial - perfumaria, sabões, produtos de limpeza - quantum - índice (média 2002 = 100) ln 
Produção PIMPFN12_QIIG1312 Produção industrial - outros produtos químicos - quantum - índice (média 2002 = 100) ln 
Produção PIMPFN12_QIIG1512 Produção industrial - minerais não metálicos - quantum - índice (média 2002 = 100) ln 
Produção PIMPFN12_QIIG1612 Produção industrial - metalurgia básica - quantum - índice (média 2002 = 100) ln 
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Tabela 7 - Categorização, códigos, descrição e transformações dos dados 
(continuação) 

Categoria Código Descrição Transf 
Produção PIMPFN12_QIIG1712 Produção industrial - produtos de metal -exclus. máq. e equip. - quantum - índice (média 2002 = 100) ln 
Produção PIMPFN12_QIIG1812 Produção industrial - máquinas e equipamentos - quantum - índice (média 2002 = 100) ln 
Produção PIMPFN12_QIIG2012 Produção industrial - máquinas, aparelhos e mater. elétricos - quantum - índice (média 2002 = 100) ∆ln 
Produção PIMPFN12_QIIG2112 Produção industrial - material eletrônico, equip. comunicações - quantum - índice (média 2002 = 100) ln 
Produção PIMPFN12_QIIG2412 Produção industrial - outros equipamentos de transporte - quantum - índice (média 2002 = 100) ln 
Produção PIMPFN12_QIIG2512 Produção industrial - mobiliário - quantum - índice (média 2002 = 100) ln 
Produção PIMPFN12_YICC12 Produção industrial - insumos - construção civil - quantum - índice (média 2002 = 100) ln 
Produção CNI12_NUCAPD12 Utilização da capacidade instalada - indústria - dessaz. - (%) ∆lv 
Produção FIESP12_NUCI12 Utilização da capacidade instalada - indústria - SP - (%) ∆lv 
Produção PIMPFN12_QIIG412 Produção industrial - têxtil - quantum - índice (média 2002 = 100) ln 
Produção PIMPFN12_QIIG512 Produção industrial - vestuário e acessórios - quantum - índice (média 2002 = 100) ln 
Produção PIMPFN12_QIIG2312 Produção industrial - veículos automotores - quantum - índice (média 2002 = 100) ln 
Preços GAC12_CARN12 Commodities - carnes - preço - índice (jan. 2002 = 100) ∆ln 
Preços GAC12_GRAO12 Commodities - grãos, oleaginosas e frutas - preço - índice (jan. 2002 = 100) ∆ln 
Preços GAC12_EXPETR12 Commodities - geral (exceto petróleo) - preço - índice (jan. 2002 = 100) ∆ln 
Preços GAC12_COMMO12 Commodities - geral - preço - índice (jan. 2002 = 100) ∆ln 
Preços GAC12_MATPRIM12 Commodities - materias primas - preço - índice (jan. 2002 = 100) ∆ln 
Preços GAC12_MIN12 Commodities - minerais - preço - índice (jan. 2002 = 100) ∆ln 
Preços GAC12_PETROL12 Commodities - petróleo e derivados - preço - índice (jan. 2002 = 100) ∆ln 
Preços IGP12_IGPDI12 IGP-DI - geral - índice (ago. 1994 = 100) ∆ln 
Preços IGP12_IGPF12 IGP-DI - geral - centrado - fim período - índice (ago. 1994 = 100) ∆ln 
Preços IGP12_IGPOG12 IGP-OG - geral - índice (ago. 1994 = 100) ∆ln 
Preços IGP12_INCC12 INCC - geral - índice (ago. 1994 = 100) ∆ln 
Preços IGP12_IGPM12 IGP-M - geral - índice (ago. 1994 = 100) ∆ln 
Preços IGP12_IGP1012 IGP-10 - índice (ago. 1994 = 100) ∆ln 
Preços IGP12_INCC1012 INCC-10 - índice (ago. 1994 = 100) ∆ln 
Preços IGP12_IGPMG1D12 Inflação - IGP-M - 1º decêndio - (% a.m.) lv 
Preços IGP12_IGPMG2D12 Inflação - IGP-M - 2º decêndio - (% a.m.) lv 
Preços IGP12_INCCMG1D12 Inflação - INCC-M - 1º decêndio - (% a.m.) lv 
Preços IGP12_INCCMG2D12 Inflação - INCC-M - 2º decêndio - (% a.m.) lv 
Preços IGP12_IPAMG1D12 Inflação - IPA-M - 1º decêndio - (% a.m.) lv 
Preços IGP12_IPAMG2D12 Inflação - IPA-M - 2º decêndio - (% a.m.) lv 
Preços IGP12_IPAMG12 Inflação - IPA-M - (% a.m.) lv 
Preços FIPE12_FIPEQ1G12 Inflação - IPC -1ª quadrissemana (FIPE) - (% a.m.) lv 
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Tabela 7 - Categorização, códigos, descrição e transformações dos dados 
 (continuação) 

Categoria Código Descrição Transf 
Preços FIPE12_FIPEQ3G12 Inflação - IPC -3ª quadrissemana (FIPE) - (% a.m.) lv 
Preços IGP12_IPCMG1D12 Inflação - IPC-M - 1º decêndio - (% a.m.) lv 
Preços IGP12_IPCMG2D12 Inflação - IPC-M - 2º decêndio - (% a.m.) lv 
Preços PRECOS12_INPC12 INPC - geral - índice (dez. 1993 = 100) ∆ln 
Preços IGP12_IPADI12 IPA-EP - geral - índice (ago. 1994 = 100) ∆ln 
Preços IGP12_IPAA12 IPA origem - prod. agropecuários - índice (ago. 1994 = 100) ∆ln 
Preços IGP12_IPAI12 IPA origem - prod. industriais - índice (ago. 1994 = 100) ∆ln 
Preços IGP12_IPA1012 IPA-10 - índice (ago. 1994 = 100) ∆ln 
Preços IGP12_IPC12 IPC - geral - índice (ago. 1994 = 100) ∆ln 
Preços FIPE12_FIPE0118 IPC - grupo: alimentação - RMSP - var. - (% a.m.) lv 
Preços FIPE12_FIPE0002 IPC - grupo: habitação - RMSP - var. - (% a.m.) lv 
Preços FIPE12_FIPE0379 IPC - grupo: despesas pessoais - RMSP - var. - (% a.m.) lv 
Preços FIPE12_FIPE0553 IPC - grupo: educação - RMSP - var. - (% a.m.) lv 
Preços FIPE12_IPCFIPE12 IPC - geral - índice (jun. 1994 = 100) - RMSP ∆ln 
Preços FIPE12_FIPE0348 IPC - grupo: transportes - RMSP - var. - (% a.m.) lv 
Preços FIPE12_FIPE0516 IPC - grupo: vestuário - RMSP - var. - (% a.m.) lv 
Preços FIPE12_FIPE0482 IPC - grupo: saúde - RMSP - var. - (% a.m.) lv 
Preços IGP12_IPC1012 IPC-10 - índice (ago. 1994 = 100) ∆ln 
Preços PRECOS12_IPCA12 IPCA - geral - índice (dez. 1993 = 100) ∆ln 
Preços PRECOS12_IPCAPM12 IPCA - preços monitorados - var. - (% a.m.) lv 
Preços PRECOS12_IPCACOM12 IPCA - comercializáveis - var. - (% a.m.) lv 
Preços PRECOS12_IPCANCOM12 IPCA - não comercializáveis - var. - (% a.m.) lv 
Preços PRECOS12_IPCAPL12 IPCA - preços livres - var. - (% a.m.) lv 
Moeda e Crédito BM12_FCTN12 Fatores condicionantes da base monetária - Tesouro Nacional - R$ (milhões) lv 
Moeda e Crédito BM12_FCOTPF12 Fatores condicionantes da base monetária - oper. com títulos públicos federais - R$ (milhões) lv 
Moeda e Crédito BM12_FCOSE12 Fatores condicionantes da base monetária - oper. do setor externo - R$ (milhões) lv 
Moeda e Crédito BM12_FCAFIN12 Fatores condicionantes da base monetária - oper. de redesconto do BC - R$ (milhões) lv 
Moeda e Crédito BM12_FCDEPFIN12 Fatores condicionantes da base monetária - depósitos de instituições financeiras - R$ (milhões) lv 
Moeda e Crédito BM12_FCOUTC12 Fatores condicionantes da base monetária - outras contas - R$ (milhões) lv 
Moeda e Crédito BM12_FCVARBM12 Fatores condicionantes da base monetária - variação da base monetária - R$ (milhões) lv 
Moeda e Crédito BM12_FCPME12 Fatores condicionantes da base monetária - variação da base monetária - papel-moeda emitido - R$ 

(milhões) 
lv 

Moeda e Crédito BM12_FCRB12 Fatores condicionantes da base monetária - variação da base monetária - reservas bancárias - R$ (milhões) lv 
Moeda e Crédito BM12_M0MN12 M0 - base monetária - média - R$ (milhões) ∆ln 
 



52 
 

Tabela 7 - Categorização, códigos, descrição e transformações dos dados 
(continuação) 

Categoria Código Descrição Transf 
Moeda e Crédito BM12_M0N12 M0 - base monetária - fim período - R$ (milhões) ∆ln 
Moeda e Crédito BM12_M1MN12 M1 - média - R$ (milhões) ∆ln 
Moeda e Crédito BM12_M1N12 M1 - fim período - R$ (milhões) ∆ln 
Moeda e Crédito BM12_REB12 M0 - base monetária - reservas bancárias - fim período - R$ (milhões) ln 
Moeda e Crédito BM12_PME12 M0 - base monetária - papel-moeda emitido - fim período - R$ (milhões) ∆ln 
Moeda e Crédito BM12_DEPOUCN12 M2 - depósitos em poupança - fim período - novo conceito - R$ (milhões) ∆ln 
Moeda e Crédito BM12_M2NCN12 M2 - fim período - novo conceito - R$ (milhões) ∆ln 
Moeda e Crédito BM12_TIPRINCN12 M2 - títulos privados - fim período - novo conceito - R$ (milhões) ∆ln 
Moeda e Crédito BM12_M3NCN12 M3 - fim período - novo conceito - R$ (milhões) ∆ln 
Moeda e Crédito BM12_FRFCN12 M3 - quotas de fundos de renda fixa - fim período - novo conceito - R$ (milhões) ∆ln 
Moeda e Crédito BM12_M4NCN12 M4 - fim período - novo conceito - R$ (milhões) ∆ln 
Moeda e Crédito BM12_TFPPNCN12 M4 - títulos federais (Selic) - fim período - novo conceito - R$ (milhões) ∆ln 
Moeda e Crédito BM12_SFPUBL12 Operações de crédito ao setor público - R$ (milhões) ∆ln 
Moeda e Crédito BM12_SFTOT12 Operações de crédito aos setores público e privado - R$ (milhões) ∆ln 
Moeda e Crédito BM12_SFPUBLGF12 Operações de crédito ao setor público - governo federal - R$ (milhões) ∆ln 
Moeda e Crédito BM12_SFPUBLEM12 Operações de crédito ao setor público - governos estaduias e municipais - R$ (milhões) ∆ln 
Moeda e Crédito BM12_SFPRIIND12 Operações de crédito ao setor privado - indústria - R$ (milhões) ∆ln 
Moeda e Crédito BM12_SFPRIHAB12 Operações de crédito ao setor privado - habitação - R$ (milhões) ∆ln 
Moeda e Crédito BM12_SFPRIRUR12 Operações de crédito ao setor privado - rural - R$ (milhões) ∆ln 
Moeda e Crédito BM12_SFPRICOM12 Operações de crédito ao setor privado - comércio - R$ (milhões) ∆ln 
Moeda e Crédito BM12_SFPRIPF12 Operações de crédito ao setor privado - pessoas físicas - R$ (milhões) ∆ln 
Moeda e Crédito BM12_SFPRIOUT12 Operações de crédito ao setor privado - outros serviços - R$ (milhões) ∆ln 
Moeda e Crédito BM12_SFPRI12 Operações de crédito ao setor privado - R$ (milhões) ∆ln 
Moeda e Crédito BM12_SFRLTXPF12 Operações de crédito aos setores público e privado - recursos livres - taxa de juros - PF - (% a.a.) ∆ln 
Financeiras SPXIndex Índice de ações - S&P500 – EUA ∆ln 
Financeiras IBOVIndex Índice de ações - Ibovespa – Brasil ∆ln 
Financeiras SX5EIndex Índice de ações - EURO STOXX 50 – Europa ∆ln 
Financeiras DAXIndex Índice de ações - DAX – Alemanha ∆ln 
Financeiras IBEXIndex Índice de ações - IBEX 35 – Espanha ∆ln 
Financeiras CACIndex Índice de ações - CAC 40 – França ∆ln 
Financeiras UKXIndex Índice de ações - FTSE 100 – Inglaterra ∆ln 
Financeiras NKYIndex Índice de ações - Nikkei 225 – Japão ∆ln 
Financeiras SPTSXIndex Índice de ações - S&P/TSE – Canadá ∆ln 
Financeiras MEXBOLIndex Índice de ações - IPC – México ∆ln 
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Tabela 7 - Categorização, códigos, descrição e transformações dos dados 
(continuação) 

Categoria Código Descrição Transf 
Financeiras AS51Index Índice de ações - S&P/ASX 200 – Austrália ∆ln 
Financeiras SHCOMPIndex Índice de ações - Shanghai – China ∆ln 
Financeiras HSIIndex Índice de ações - Hang Seng - Hong Kong ∆ln 
Financeiras BRLCurncy Taxa de câmbio - Brasil - BRL/USD ∆ln 
Financeiras EURCurncy Taxa de câmbio - Europa - USD/EUR ∆ln 
Financeiras JPYCurncy Taxa de câmbio - Japão - JPY/USD ∆ln 
Financeiras AUDCurncy Taxa de câmbio - Austrália - AUD/USD ∆ln 
Financeiras NZDCurncy Taxa de câmbio - Nova Zelândia - NZD/USD ∆ln 
Financeiras MXNCurncy Taxa de câmbio - México - MXN/USD ∆ln 
Financeiras CADCurncy Taxa de câmbio - Canadá - CAD/USD ∆ln 
Financeiras GBPCurncy Taxa de câmbio - Reino Unido - USD/GBP ∆ln 
Financeiras CHFCurncy Taxa de câmbio - Suiça - CHF/USD ∆ln 
Financeiras SEKCurncy Taxa de câmbio - Suécia - SEK/USD ∆ln 
Financeiras NOKCurncy Taxa de câmbio - Noruega - NOK/USD ∆ln 
Financeiras PLNCurncy Taxa de câmbio - Polônia - PLN/USD ∆ln 
Financeiras COPCurncy Taxa de câmbio - Colômbia - COP/USD ∆ln 
Financeiras CLPCurncy Taxa de câmbio - Chile - CLP/USD ∆ln 
Financeiras ARSCurncy Taxa de câmbio - Argentina - ARS/USD ∆ln 
Financeiras RUBCurncy Taxa de câmbio - Russia - RUB/USD ∆ln 
Financeiras TRYCurncy Taxa de câmbio - Turquia - TRY/USD ∆ln 
Financeiras ZARCurncy Taxa de câmbio - Africa do Sul - ZAR/USD ∆ln 
Financeiras SGDCurncy Taxa de câmbio - Singapura - SGD/USD ∆ln 
Financeiras IDRCurncy Taxa de câmbio - Indonésia - IDR/USD ∆ln 
Financeiras INRCurncy Taxa de câmbio - Índia - INR/USD ∆ln 
Financeiras THBCurncy Taxa de câmbio - Tailândia - THB/USD ∆ln 
Financeiras CNYCurncy Taxa de câmbio - China - CNY/USD ∆ln 
Financeiras GOLDSComdty Commodities - Ouro (em dólares) ∆ln 
Financeiras XAGCurncy Commodities - Prata (em dólares) ∆ln 
Financeiras USGG10YRIndex Taxa de juros - Títulos 10 anos – EUA ∆ln 
Financeiras GDBR10Index Taxa de juros - Títulos 10 anos – Alemanha ∆ln 
Financeiras GFRN10Index Taxa de juros - Títulos 10 anos – França ∆ln 
Financeiras GSPG10YRIndex Taxa de juros - Títulos 10 anos – Espanha ∆ln 
Financeiras GBTPGR10Index Taxa de juros - Títulos 10 anos – Italia ∆ln 
Financeiras GJGB10Index Taxa de juros - Títulos 10 anos – Japão ∆ln 
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Tabela 7 - Categorização, códigos, descrição e transformações dos dados 
(conclusão) 

Categoria Código Descrição Transf 
Financeiras GUKG10Index Taxa de juros - Títulos 10 anos – Inglaterra ∆ln 
Financeiras GACGB10Index Taxa de juros - Títulos 10 anos – Austrália ∆ln 
Financeiras GSWISS10Index Taxa de juros - Títulos 10 anos – Suiça ∆ln 
Financeiras CRYIndex Commodities - Índice Thomson Reuters/Jefferies CRB ∆ln 
Salário e renda FIESP12_TFPN12 Folha de pagamentos - indústria - índice (média 2006 = 100) - SP ∆ln 
Salário e renda PIMES12_FPNIND12 Folha de pagamento - indústria geral - índice (jan. 2001 = 100) ∆ln 
Salário e renda FIESP12_TSN12 Salário nominal - indústria - índice (média 2006 = 100) - SP ∆ln 
Salário e renda FIESP12_TSR12 Salário real - indústria - índice (média 2006 = 100) - SP ∆ln 
Salário e renda GAC12_SALMINRE12 Salário mínimo real - R$ - IPEA ∆ln 
Salário e renda MTE12_SALMIN12 Salário mínimo - R$ -TEM ∆ln 
Emprego CNI12_HTRABD12 Horas trabalhadas - indústria - índice dessaz. (média 2006 = 100) ∆ln 
Emprego CNI12_PEEMPD12 Pessoal empregado - indústria - índice dessaz. (média 2006 = 100) ∆ln 
Emprego FIESP12_HTP12 Horas trabalhadas - na produção - indústria - índice (média 2006 = 100) - SP ln 
Emprego FIESP12_THP12 Horas pagas - indústria - índice (média 2006 = 100) - SP ln 
Emprego FIESP12_TPO12 Pessoal ocupado - indústria - índice (média 2006 = 100) - SP ∆ln 
Emprego FIESP12_NEINSPX12 Nível de emprego - indústria - índice (jun. 2005 = 100) - SP ∆ln 
Emprego SEADE12_TDTGSP12 Taxa de desemprego - RMSP - (%) ∆ln 
Emprego SEADE12_TDAGSP12 Taxa de desemprego - aberto - RMSP - (%) ∆ln 
Emprego SEADE12_TDOTSP12 Taxa de desemprego - oculto - RMSP - (%) ∆ln 
Emprego SEADE12_TDOPSP12 Taxa de desemprego - oculto - precário - RMSP - (%) ∆ln 
Fonte: IPEADATA, Bloomberg. 
Nota: Dados trabalhados pelo autor. 
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APÊNDICE B - Gráficos das taxas e das previsões. 

 
Gráfico 9 - Evolução das taxas de 30 dias e previsões 1 passo a frente. 
Fonte: Elaboração própria. 

 
Gráfico 10 - Evolução das taxas de 60 dias e previsões 1 passo a frente. 
Fonte: Elaboração própria. 
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Gráfico 11 - Evolução das taxas de 90 dias e previsões 1 passo a frente. 
Fonte: Elaboração própria. 

 
Gráfico 12 - Evolução das taxas de 180 dias e previsões 1 passo a frente. 
Fonte: Elaboração própria. 
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Gráfico 13 - Evolução das taxas de 360 dias e previsões 1 passo a frente. 
Fonte: Elaboração própria. 

 
Gráfico 14 - Evolução das taxas de 30 dias e previsões 2 passos a frente. 
Fonte: Elaboração própria. 
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Gráfico 15 - Evolução das taxas de 60 dias e previsões 2 passos a frente. 
Fonte: Elaboração própria. 

 
Gráfico 16 - Evolução das taxas de 90 dias e previsões 2 passos a frente. 
Fonte: Elaboração própria. 
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Gráfico 17 - Evolução das taxas de 180 dias e previsões 2 passos a frente. 
Fonte: Elaboração própria. 

 
Gráfico 18 - Evolução das taxas de 360 dias e previsões 2 passos a frente. 
Fonte: Elaboração própria. 
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Gráfico 19 - Evolução das taxas de 30 dias e previsões 6 passos a frente. 
Fonte: Elaboração própria. 

 
Gráfico 20 - Evolução das taxas de 60 dias e previsões 6 passos a frente. 
Fonte: Elaboração própria. 
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Gráfico 21 - Evolução das taxas de 90 dias e previsões 6 passos a frente. 
Fonte: Elaboração própria. 

 
Gráfico 22 - Evolução das taxas de 180 dias e previsões 6 passos a frente. 
Fonte: Elaboração própria. 
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Gráfico 23 - Evolução das taxas de 360 dias e previsões 6 passos a frente. 
Fonte: Elaboração própria. 
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APÊNDICE C – Fatores extraídos dos grupos de dados. 

 
Gráfico 24 - Fatores I(0) extraídos do subgrupo de séries de “Produção”. 
Fonte: Elaboração própria. 

 
Gráfico 25 - Fatores I(0) extraídos do subgrupo de séries de “Preços”. 
Fonte: Elaboração própria. 
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Gráfico 26 - Fatores I(0) extraídos do subgrupo de séries “Moeda e Crédito”. 
Fonte: Elaboração própria. 

 
Gráfico 27 - Fatores I(0) extraídos do subgrupo de séries “Financeiras”. 
Fonte: Elaboração própria. 
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Gráfico 28 - Fatores I(0) extraídos do subgrupo de séries “Emprego, Salário e Renda”. 
Fonte: Elaboração própria. 
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APÊNDICE D - Detalhes da seleção de modelo. 

 

Abaixo o resultado dos testes e o modelo selecionado para cada um dos modelos utilizados 

nessa dissertação: VAR, VECM, FAVAR e FAVECM. 

Com base na Tabela 8, foram utilizadas 5 defasagens para o modelo VAR. 

Tabela 8 - Seleção de modelo para o VAR 
Defasagens T p  log-likelihood SC HQ AIC 
1 167 30 OLS -1234.26 15.701 15.368 15.141 
2 166 55 OLS -1105.56 15.014 14.401 13.983 
3 165 80 OLS -996.417 14.553 13.659 13.047 
4 164 105 OLS -908.219 14.341 13.162 12.356 
5 163 130 OLS -832.203 14.274< 12.808 11.806 
6 162 155 OLS -775.755 14.445 12.690 11.491 
7 161 180 OLS -715.815 14.573 12.527 11.128 
8 160 205 OLS -681.849 15.026 12.686 11.086 
9 159 230 OLS -623.137 15.171 12.534 10.731 
10 158 255 OLS 15.194 15.194 12.259 10.251 
11 157 280 OLS 15.059 15.059 11.822 96.081 
12 156 305 OLS 15.294 15.294 11.753< 9.3316< 
Fonte: Dados trabalhados pelo autor. 

Com base na Tabela 9, foram utilizadas 5 defasagens para o modelo VECM.  

Tabela 9 - Seleção de modelo para o VECM 
Defasagens T p  log-likelihood SC HQ AIC 
1 167 29 COINT -1238.6152 15.722 15.401 15.181 
2 166 54 COINT -1110.9045 15.047 14.446 14.035 
3 165 79 COINT -1003.398 14.607 13.724 13.12 
4 164 104 COINT -913.38109 14.373 13.205 12.407 
5 163 129 COINT -836.13786 14.291< 12.836 11.842 
6 162 154 COINT -778.58338 14.448 12.705 11.513 
7 161 179 COINT -717.18092 14.559 12.524 11.133 
8 160 204 COINT -683.11932 15.01 12.681 11.089 
9 159 229 COINT -625.12418 15.164 12.539 10.744 
10 158 254 COINT -556.93063 15.188 12.264 10.265 
11 157 279 COINT -476.26369 15.052 11.827 9.6212 
12 156 304 COINT -425.01784 15.29 11.760< 9.3464< 
Fonte: Dados trabalhados pelo autor. 

Com base na Tabela 10 e nos correlogramas, foram escolhidas 3 defasagens para o modelo 

FAVAR. 
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Tabela 10 - Seleção de modelo para o FAVAR 
Defasagens T p  log-likelihood SC HQ AIC 
1 167 90 OLS -1796.11 24.268< 23.27 22.588 
2 166 171 OLS -1607.67 24.635 22.731 21.43 
3 165 252 OLS -1422.06 25.035 22.217< 20.292 
4 164 333 OLS -1288.31 26.066 22.327 19.772 
5 163 414 OLS -1160.77 27.18 22.512 19.322 
6 162 495 OLS -1056.09 28.584 22.98 19.149 
7 161 576 OLS -937.944 29.831 23.283 18.807 
8 160 657 OLS -830.317 31.219 23.719 18.591 
9 159 738 OLS -700.166 32.334 23.875 18.09 
10 158 819 OLS -493.234 32.486 23.058 16.611 
11 157 900 OLS -307.091 32.897 22.492 15.377< 
12 167 90 OLS -1796.11 24.268< 23.27 22.588 
Fonte: Dados trabalhados pelo autor. 

Com base na Tabela 11 e a Tabela 12, foram escolhidas duas defasagens e cinco vetores de 

cointegração para o modelo FAVECM. 

Tabela 11 - Seleção de modelo para o FAVECM (considerando apenas defasagens) 
Defasagens T p  log-likelihood SC HQ AIC 
1 167 90 OLS -1898.0008 25.489 24.49 23.808 
2 166 171 OLS -1581.4751 24.320< 22.415 21.114 
3 165 252 OLS -1385.8756 24.597 21.779 19.853 
4 164 333 OLS -1261.2787 25.737 21.998 19.442 
5 163 414 OLS -1137.3247 26.892 22.225 19.035 
6 162 495 OLS -1018.5255 28.12 22.516 18.685 
7 161 576 OLS -901.15332 29.374 22.826 18.35 
8 160 657 OLS -802.55405 30.872 23.372 18.244 
9 159 738 OLS -664.38927 31.884 23.425 17.64 
10 158 819 OLS -492.80784 32.48 23.052 16.605 
11 157 900 OLS -270.20147 32.427 22.022 14.907 
12 156 981 OLS -43.462937 32.313 20.924< 13.134< 
Fonte: Dados trabalhados pelo autor. 

Tabela 12 - Teste do traço para o modelo FAVECM com 2 defasagens 
Autovalor log-likelihood Posto H0:rank<=  Trace test Estatística Significância 

 -2515.813 0 1235.6 [0.000] ** 
0.91685 -2308.136 1 820.27 [0.000] ** 
0.84768 -2151.008 2 506.01 [0.000] ** 
0.68145 -2055.487 3 314.97 [0.000] ** 
0.52731 -1992.918 4 189.83 [0.000] ** 
0.46471 -1940.734 5 85.467 [0.000] ** 
0.26917 -1914.55 6 33.099 [0.019] * 
0.09005 -1906.671 7 17.34 [0.024] * 

0.083345 -1899.404 8 2.8072 [0.094]  
0.016669 -1898.001 9    

Fonte: Dados trabalhados pelo autor. 
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A Tabela 13 mostra todas as possibilidades de defasagem com a quantidade de vetores com 

significância acima de 5%. Ainda nesse comparativo mais amplo, pelo teste de Schawartz, o 

modelo com duas defasagens e cinco vetores de cointegração é o que apresenta melhor 

estatística. 

Tabela 13 - Seleção de modelo para o FAVECM (Considerando defasagens e quantidade de 
vetores de cointegração) 

Defasagens (1) T p  
log-
likelihood SC HQ AIC 

1 5 167 74 COINT -1940.7 25.51 24.689 24.129 
1 6 167 81 COINT -1914.6 25.411 24.513 23.899 
1 7 167 86 COINT -1906.7 25.47 24.516 23.864 
2 5 166 155 COINT -1610.3 24.174< 22.448 21.268 
2 6 166 162 COINT -1597.2 24.232 22.428 21.195 
2 7 166 167 COINT -1590.1 24.3 22.44 21.17 
2 8 166 170 COINT -1585.2 24.335 22.441 21.148 
3 4 165 227 COINT -1428.3 24.338 21.799 20.065 
3 5 165 236 COINT -1410.8 24.403 21.764 19.961 
4 4 164 308 COINT -1307.5 25.523 22.065 19.701 
4 5 164 317 COINT -1288.2 25.567 22.008 19.576 
4 6 164 324 COINT -1277.5 25.654 22.016 19.53 
5 4 163 389 COINT -1178.5 26.616 22.23 19.233 
5 5 163 398 COINT -1162.9 26.706 22.219 19.152 
6 4 162 470 COINT -1060.2 27.849 22.529 18.892 
6 5 162 479 COINT -1043.9 27.931 22.508 18.802 
7 5 161 560 COINT -929.8 29.225 22.859 18.507 
8 5 160 641 COINT -832.8 30.743 23.425 18.423 
8 6 160 648 COINT -818.4 30.784 23.387 18.329 
9 4 159 713 COINT -709.0 31.648 23.475 17.886 
9 5 159 722 COINT -691.0 31.709 23.433 17.774 
10 5 158 803 COINT -524.6 32.37 23.126 16.805 
10 6 158 810 COINT -507.8 32.382 23.058 16.681 
10 7 158 815 COINT -500.8 32.453 23.072 16.656 
11 6 157 891 COINT -288.5 32.37 22.07 15.026 
11 7 157 896 COINT -279.1 32.412 22.054 14.97 
12 6 156 972 COINT -67.1 32.325 21.04 13.322 
12 7 156 977 COINT -51.8 32.291 20.948< 13.190< 
Fonte: Dados trabalhados pelo autor. 
(1) Quantidade de vetores de cointegração. 
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Gráfico 29 - Correlograma do modelo VAR com 5 defasagens. 

 
Gráfico 30 - Correlograma do modelo VAR com 12 defasagens. 
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Gráfico 31 - Correlograma do modelo VECM com 5 defasagens. 

 
Gráfico 32 - Vetores de cointegração do modelo VECM com 5 defasagens. 
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Gráfico 33 - Correlograma do modelo VECM com 12 defasagens. 

 
Gráfico 34 - Vetores de cointegração do modelo VECM com 12 defasagens. 
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Gráfico 35 - Correlograma do modelo FAVAR com 1 defasagem. 

 
Gráfico 36 - Correlograma do FAVAR com 3 defasagens. 
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Gráfico 37 - Correlograma do FAVAR com 11 defasagens. 

 
Gráfico 38 - Correlograma do FAVECM com 2 defasagens e 5 vetores de cointegração. 
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Gráfico 39 - Vetores de cointegração do modelo FAVECM com 2 defasagens. 
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